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Sokszor nem kap kell§ hangsulyt az adatok el6feldolgozasa
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Adatok >| csodaalgoritmusok, :> Eredmény
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Tipikus eljarasok:

1. Adatok egységesitése

2. Hihet6ségvizsgalat

3. Kilégo adatok detektalasa, torlése
4. Normalas

5. Adatpotlas

6.

Dimenzidcsokkentés
stb.



1. Adatok egységesitése

 Meértékegységek (lab — méter, mérfold - km, °C — °F stb.)
Volt (rhajo, amelyik azért tort 6ssze, mert a nemzetkozi fejleszté konzorcium egyik
része labban, a masik része méterben szamolt

* Elnevezési, illetve tartalmi kérdések

> Szomoru aktualitas: https://koronavirus.gov.hu/elhunytak

Megjelenik: ,magasvérnyomas-betegség”, ,,magas vérnyomas” —azonos???
Van ,cukorbetegség”: 1-estipusu? , 2-estipusu?

» Nevek, cimek:
o Barany Boldizsar Dr., Barany Dr., Dr. Barany, Dr. B. Barany stb. stb.

o Kukori és Kotkoda Kft., Kukori & Kotkoda Kft, Kukori és Kotkoda, Kukori és
Tsa Kft., Kuk. és Kotk. Kft stb.

o Konkrét szolgaltatd: volt, hogy egy cégnek 2-3 rekordot is nyitottak az
adatbazisukban, mert a leolvaso hol igy, hol Ugy irta a nevet - soha dssze
nem taldlkoztak


https://koronavirus.gov.hu/elhunytak

* Elnevezési, illetve tartalmi kérdések

> Kézzel bevitt numerikus adatok:

o A szaki tudja, hogy az adat 0,02 és 0,08 kozt van. Id6nként elirja, és 0,05
helyett 0,5-6t, 5-0t vagy akar 50-et ir. Nem izgatja magat, ugyis mindenki
tudja, hogy az ,5” a lényeg. (A szgépes program izgatja magat!)

o A gyarban az alakult ki, hogy ha ,,mindegy”, hogy mekkora keresztmetszetl
vezetéket hasznalnak, akkor egy nem létez6 keresztmetszetet irtak oda.

» Cimkék (gépi tanulashoz sokszor cimkézett adatokat hasznalunk):

o Orvosi adatok: az orvos hol latinul, hol magyarul, hol roviditve, hol
bet(hibaval irta fel a diagnozist, valtozatos szorendet és megfogalmazast
hasznalva. Persze minden orvos masképpen.

Az adatbevitelnél kell megfogni! Minimalis szabadsagot kell hagyni az
adatok bevitelénél: legordilé listabdl kell standard elnevezések kozul
valasztani — a szabad szovegnél elvesztiink (természetes nyelv( szoveg
gépi értelmezése)...



2. Hihetoségvizsgalat

1. Tudnunk kell valamit a jeleinkr6l (a priori informacio )

* pl. az emberek magassaganak, tomegének also és felsé
korlatai

* a magassag €s a tomeg szokasos osszefliggése, a lehetséges
eltérés mértéke

* mennyit fogyaszt egy lampaizzo

2. A mért jeleinkbdl levonunk kovetkeztetést a szokasos limitekrdl,
osszefuggésekrdl (mi a tipikus, mi a kilogd adat?)

* ha sok adatot mérunk, akkor kereshetlink tipikus
csoportokat (klasztereket), limiteket, 0sszefliggéseket az
adatokban — lasd késébb



Egyszer( példa:

Szenzorl: A megfigyelt ember magassaga 199 cm

Szenzor2: A megfigyelt ember tomege 89 kg

Szenzor3: A megfigyelt ember tomege egy nap alatt 18,2 kg-t n6tt
Szenzor4: A megfigyelt ember magassaga 195 cm

Szenzor5: A megfigyelt ember tomege 60 kg

Szenzor6: A megfigyelt ember magassaga 275 cm
Szenzor7: A megfigyelt ember magassaga 197 cm

Szenzor8: A megfigyelt ember tomege egy nap alatt 0,7 kg-t csokkent
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3. Kilogé (outlier) adatok detektalasa
(lehet hihetd, de kilog)

Pl. gép1 tanulasnal a kilogo adatok erdsen meghamisithatjak a tanitas
eredmeény¢t
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z61d: igazi gorbe, fekete: a neuronhald altal tanult modell

Az also abran 3 erdsen kilogo (outlier) adatpont miatt torzitott a
tanitas eredmenye (a tobbi pont, 1lletve a haldo mérete azonos)



Mult 6rai el6adas: Anscombe kvartett
A két alsonal kilogo adattal hozott |Iétre becsapds szameértékeket.
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3.1. Az adatok szdrasat felhasznalva

* Adatmodelliink: az adat egy atlagos erték koriil szor, és minél
tavolabb van az atlagtol, annal kevésbé valoszinill, hogy realis (nem
kilogd) - pl. emberek magassaga, bankszamlabetét, vagy pénz
kivétel, elektromos fogyasztas stb.

* Normalis (0 atlagu, varhato értékil, egysegnyi szorasu Gauss)

P(o<[X|)=32% M;‘ % .,;_4'5 ..% ]
? ] 68,27% g

P(20<|x|) =4,6% ; —

P(36<|X|) 20,28% ;_;‘: 0.2

P(4o<|x[) =0,006% o

' - ! v T
4 ) 2 1 O I 3 3 4

Standardizalt eltérés a varhatd értékeol, Qoo
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Az adatok szorasat felhasznalva

Példa: adatsorunknal (100 adat) az atlagtél tobb mint 4c-val
eltérd adatot kilogonak mindsitjiik.

N adatszam atlag

100 29,7 4,85 49,1
(10,3)

Jon még ket adat (2 kilogo):
X(101)=66 X(102)=100

N adatszam atlag

100+2 30,7 9,17 1! 67.4
(-5,98)




Mi a baj sokszor a szérasalapu kilogdadat-detektalassal?

1
Atlag P adat esetén X = E Z x(P)
=1

. 1 < _
Széras P adat esetén 6° = ﬁz (P — X@
~14



3.2 Az adatok sorrendezését felhasznalva (Order
statistic filtering)

Pa rfaméterértéak
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Ugyanaz a p¢lda, mint az el6bb: 100 adat, majd plusz kettd; 66 és 100):

Ql
Q2
Q3 Q3+3*1Q
Q4

100

Az adatok sorrendezését felhasznalva

26,7
29,9
32,4 56 49,2
41,1

102

26,8

29,9

32,6 58 50,1
100

adatok Q3 kortil: 32.22 ,32.36, 32.58
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A median (altalaban a statisztikai tudas) dicsérete
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Légbodlkapott szimulacio: Normal (nem a felsé tizezer) népesség jovedelemeloszlasa
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NOssz=9010000 POsszAtlag: 332.742

POsszAtlag/POAtlag: 1.13  POsszMedian/POMedian: 1.00

Magyarorszagon a hivatalos, 2014—es adatsor alapjan a medianjovedelem

az atlagbér 76 szazaléka volt.

POsszMedian: 268.856 POsszArany: 1.24
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4. Normalas

A normalas sokszor nagymeértékben gyorsitja, pontosabb3,
esetenként lehetdveé teszi a feldolgozast

Demopélda: polinomialis regresszio

y =P, + P X+ P,X° + pyX° +noise

50

- Py, PL p2, p3] = polyfit(x, y, 3)

50

50
1

1 1 1 110001 1.0001 10001 10001 1.0001 1.0001

[ Py, P1, p2, p3] = polyfit(10000+ x, y, 3)



Y= P, + P, (Xx=X0)+ p,(x—x0)* + p,(x—x0)° + noise
eloszor X €(0,1) x0 = 0
masodszor X <(10.000,10.001) x0=10.000

Becsiilt - x € (0,1)-ben -0,0068 -1,209 189,7 -200,56

Becsiilt - x € (10000,10001) 19.5 -58.613.481.990 5.861.166 -195.38

Warning: Polynomial is badly conditioned. Add points with distinct X
values, reduce the degree of the polynomial, or try centering
and scaling as described in HELP POLYFIT.



Ugyanez a demopelda neuronhalos tanitassal
eltolas nélkiil x0=0

a 20. epochnal éri el a legjobb kozelitést, 0,10212 MSE
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Mean Squared Error {mse)

Eltolassal x0=10.000

A 35. epochnal éri el a legjobb kozelitést, 1,8199 MSE
Tobb mint egy nagysagrenddel rosszabb kozelités! (Egyes esetekben ennél
|ényegesen lassabb futast is tapasztalhatunk, sokkal rosszabb végeredmeénnyel!)
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Egyszerld normalasi eljarasok

[0,1] tartomanyra normalas
(skalar komponensenként,
i=1,2,...,N)

Xi(p) _ min{xi(p)}

max{x{P} - min{x{P}

)~(i( p) _

Nulla varhatoértéklire és egységnyi szorasura normalas

(skalar komponensenként eset) 1 P
Y. — (p)
Xi == > X
P
p_
2 1 &) 2
Oj = D 1Z(X| P )—(I)
-1
(P) _ ¢
-~ X; X
x(P) _ T I




A parameétervektor skalar komponenseinek egyuttes

normalasa
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A parameétervektor skalar komponenseinek egyuttes
normalasa

Kovarianciamatrix

<(P) — A~ V2T (X(IO) ~X)

0.080 0.2394 -0.1682
0.239 0.7540 -0.529
-0.1682 -0.529 0.381
0.924 0.289 -0.252
-0.369 0.490 -0.790
-0.105 0.823 0.559
0.0038 0 0
0 0.0071 0
0 0 1.2043
5'(( p)

nulla varhatoértékl és kovarianciamatrixa egységmatrix



5. Hianyos, hibas adatok, adatpétlas

Mivel mindig kevés az adat: ha hianyzik egyik-masik
komponense, rendszerint akkor sem éri meg eldobni, jobb
potolni a hianyt.

Ennek alkalmas eszkoze lehet a klaszterezeés, csoportok
keresése a meért adatok kozt.

Demoépélda: - -
Xkl

Két paraméterrel jellemezzik a mintainkat: Py =

| Ko

Egyes mintaknak hianyzik az egyik komponense (vagy
annyira torz, hogy nem vesszik figyelembe).

X

Példaul az n-dik minta masodik
nl
paramétere hianyzik: Pr Z{ 5 }
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n-dik minta: x.,=0, de hidnyzik az x,, paraméter. Nézziik meg,
melyik x., legvaldszintibb értéke az x, eloszlas alapjan:

‘X2 eloszlasa a teljes mintahalmazon -> x2 legval6szinibb értéke -4 ’
f f i i f f i [ [
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10 Az x1=0-hoz tartoz6 minta valdszinlleg a 3-as klaszterbe tartozik! -> max. valésziniségel x2=3
t L L L L L L F t

5 2. klaszter
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Masodik demopélda

Eredeti kép




Balrol-jobbra: a hibas kép, a globalis paraméterekkel javitott
és a klaszterezett, majd klaszterenkénti paraméterekkel
javitott

20%-ban hibas pixelek (1-1 szinkomponens elveszett)
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6. Dimenziocsokkentés (lényegkiemelés)
A dimenzio atka (curse of dimensionality)
Ha az adatok sokdimenzidsak

= Hany mintapont kell, hogy kb. egyenletesen lefedjik a
mintateret? (Tfh. normaltuk [0,1]-re az 6sszes komponenest)

D=2, N=M? mintapont

(0,1) (1,1)
D=1, N=M mintapont s @ @ @ @
—0—0—0—0-1 - . @ ® 0 O
@ ® @ ©
@ ® 0O

(0,0) (1,0)

Altalanossagban : N=MP mintapont
A felrajzolt esetben M=4, ha D=20, akkor N=10%? pont kell,
ha M=15 és D=20, akkor N=3-10%3 pont kell



A dimenzio atka (curse of dimensionality)

Ugyanaz a probléma masképp: az ismeretlen jovébeli mintara
valdszin(lileg akkor adunk j6é eredményt, ha vannak a kozelében ismert

mintaink.

D- dimenzids egyenletes eloszlasu mintak, egységnyi oldalhosszusagu
D-dimenzios hiperkockaba normalva (minden x; a [0,1]-re), N
mintapontunk van, és azt szeretnénk, hogy az ismeretlenhez k db.
ismert mintapont legyen ,kozel”.

A k pontot tartalmazo, ¢ oldalhosszusagu

"kis" hiperkocka térfogata: V, ="
Az egységnyi oldalhosszisagu N=1.000.000 ; k=10
hiperkockaban N pont van: (° = K D 4
N 2 0,003
1
5 kYo [k " 20 0,56
Tehat: (= (WJ =D N (de N <1l - o




,Hamozzuk le” minden dimenzidéban a D-dimenzids egységnyi oldal-
hosszusagu hiperkocka kulsé 1-1%-at. Mekkora térfogat marad a
belsd ,meghamozott” részen?

1

D 174
1 2 0,96
20 0,67

200 0.018 (1,8%!)




Az egyik legelterjedtebb dimenzidécsokkentd
eljaras: a KL (Karhunen—Loeve) transzformacio
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KL transzf.

y=T-:X

T= ortonormalt vektorok: ¢y - = J,

N
X=T" .y=T"' -y=zyi°(l>i
i=1

Y1
Y

Yn

)

X ‘ Y, :(pl-x=XT'(Pk



Dimenziocsokkentés — elhagyunk komponenseket

N M
X:_Zl:yi'q)i ‘ )A(:Zyi'q)i
i= i1

Elkovetett hiba:

gZZE{Hx—)A(H} { P — Z:yI q)|||} -Z,:‘ilE{y'z}
= 3 B} X E{(0]x)-(0)f= X ol -Efxn}o,

Cy = E{x-xT} a hiba akkor lesz minimalis, ha C, -@, = 4 - ¢,



Dimenziocsokkentés — elhagyunk komponenseket

N
X=Z:1]yi-<|>i ) =) Y9

Elkovetett hiba:

=Y ol Efxx}o,

=M +1 =M +1 =M +1 i=M +1
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A mai el6adas anyaga legnagyobb részben megtalalhato
Szerk. Horvath Gabor

Neuradlis halozatok (10.3 és 13. fejezet)
Panem

A tanszék honlapjardl elérhetd



