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5. Modellillesztés (folyt.)

Megjegyzések a modellillesztés témakor egészéhez:

1. A modellillesztés feladatat alapvetden kétféle modszerrel oldhatjuk meg:

- ,batch” vagy ,,off-line” jelleggel, amikor felvett regisztratumot utélag dolgozunk fel.
- iterativ, rekurziv, ,,on-line” jelleggel, amikor a felvétellel parhuzamos a feldolgozas.

2. A modellillesztés céljat illetden is alapvetden két nagy csoportot kiilonboztetiink meg:

- identifikacio: a lehetd legpontosabban szeretnénk megragadni a valosagot,
- adaptéciod: a lehetd legjobban szeretnénk kovetni a valdsagot, a valosag valtozasait.

3. Az adaptaciot megval6sitd un. adaptiv rendszerek esetében tobbnyire iterativ/rekurziv
eljarasokat alkalmazunk, az identifikdcié esetében a kétféle megkdzelités lényegében
egyenértékd.

Ha a kritériumfiiggvény nem négyzetes — egy lehetdség Taylor sorba fejtése:

Ha valamilyen oknal fogva a kritérium fiiggvény nem négyzetes, akkor egy adott W(n)
paraméter érték kornyezetében mindig megkisérelhetjiik Taylor sorba fejteni:

C(y,9)=C(y, W) =CW) =
= COW (1) + [VCW ()] W ~W ()] + W ~W ()] H W ()W W ()] + .
(122)

ahol HW (n)) = OVEW)

a masodik derivalt, ami megfeleltethetd az R matrixnak.
aW W =W (n)

Iterativ modellillesztés a kritériumfiiggvény Taylor sorfejtése alapjan:

a) A (122) Osszefiiggés elsé két tagjat vesszik figyelembe, és feltételezziik, hogy

CW(n+1)=0. Ekkor a CW(n))+[VCW (n))]'[W(n+1)-W(n)]=0 egyenletet kell
megoldani.

W(n+1) =W (n) - CW () VCW (n)) (123)
[VEW (n))]' VEW (n))
Ez a Newton-Raphson modszer. A tapasztalatok szerint az optimumtdl tavol kedvezden
viselkedik, az optimumhoz , kozeli” josaga attol fiigg, hogy C(W ™) =0 teljesiil-e.

b) Ha a sorba fejtett C(W) minimumat derivalassal keressiik, akkor a
VCW(n+1))=0=VCW () +HW(Mn)W(n+1)-W(n)) feltételt kapjuk, amibdl a
Newton modszer adodik:

W(n+12)=W(n)—H>W(n))VCW (n)) (124)

Megjegyzés: Az 2-es szorz6 a korrekcios tagbol most hidnyzik, mert a Taylor sorban
szerepel, ellentétben az eddigi négyzetes dsszefiiggésekkel.

Adaptiv IIR rendszerek

Hatékonyabb, de sok szempontbdl problematikusabb a modellillesztés/adaptacio, ha un.
végtelen impulzusvalaszu (infinite impulse response: IIR) rendszereket alkalmazunk. Ezek
sokféle (realizalasi/kiszdmitasi) struktira szerint megvalosithatok, az aldbbiakban csak az
un. direkt struktura szerinti valtozatot targyaljuk. Formalisan tovabbra is adaptiv linearis
kombinatort alkalmazunk, de az aktualis becslo-érték kiszamitasaban korabbi becslo
értékek is szerepet jatszanak (n a diszkrét id6 index):
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g =" ta, (mx(n—k)+> b ()y(n—k), (125)
azaz
W (n) =[ay(n), &, (n),....ay 1 (N); by, (N), b, (N),.... by, ()], (126)
XT () =[x(n),x(n=1),...,x(n=M +1); y(n-1), y(n—2)....,y(n—N +1)].
(127)

Ha ezekre alapozva haszndljuk az eddig megismert szamitdsi eljarasokat, akkor un.
pszeudolinearis regressziot (PLR) hajtunk végre. Ennek soran formalisan nem vesziink
tudomast arrél, hogy a regresszios vektor az illesztendé modell (azaz az adaptiv sziird)
korabbi kimendjel-mintaitél is fligg (Gn. implicit fiiggés), aminek kozvetlen
kovetkezménye, hogy a hibafeliilet mar nem paraboloid.

Visszavezetés véges impulzusvalaszu (FIR) problémara (Equation-Error Formulation):

Az alabbiakban az adaptiv sziir@ atviteli fiiggvényének (H(z)) szamlalojaval (N(z)) és
nevezdjével (D(z)) mint ,,operatorokkal” hozakodunk eld, ezért keveredik latszélag a
diszkrét id9, és a diszkrét frekvenciatartomany:

H(z) =) _Y(2) (128)
D(z) X(2)
a kozelités hibaja pedig, amit az eddigiekben négyzetes értelemben minimalizaltunk
e(n) =y(n)—y(n). Ne ezt minimalizaljuk, hanem az e, (n)=D(z)e(n) hibat, mert (128)
felhasznaldsaval

e.(n) = D(z)e(n) = D(2)y(n) — D(z)§(n) = D(z) y(n) - N(z)x(n) (129)
alakban irhat6, ami viszont nem fligg §(n)-t6l. Bevezetve az
N(z)=A(n,z)=Y" 'a(mz"*, é& a D(z)=1-B(nz), ahol B(nz)=Y, b (n)z™

jeloléseket:

e,(n) = y(n) —B(n, 2)y(n) — A(n, 2)x(n) = y(n) - ¥, (n), (130)
ahol (126) felhasznalasaval y,(n) =W (n)X (n) . Itt (v.6. a (127) dsszefliggéssel)

XJ (n)=[x(n),x(n=1),...,.x(n =M +1); y(n-1),y(n—2),...,y(n— N +1)].
(131)

Innentdl batran alkalmazhaté minden olyan mddszer, ami az adaptiv linearis kombinator
megkozelitésben megfelelonek bizonyult. A modszer ,,blokkvazlata™ a 27. abran lathato.

Megjegyzés: zajos megfigyelés esetén torzitas lép(het) fel a paraméterbecslés soran, azaz a
becsld varhato értéke nem fog megegyezni a paraméter ,,idealis” értékével.

A kimeneten értelmezett hiban alapulé modellillesztések (Output-Error Formulation):

1. Gradiens alapu eljarasok: pillanatnyi gradiens (tehat LMS jellegii) esetben az €*(n) =e>(n)
»minimalizalasara” toreksziink. llyenkor

- oy(n) )

V(n) =-2e(n)——=—=-2e(n)Vy(n)|, 132

(n) ()aW(n) (nVvy(n) (132)

ahol va(n):[ay(n) oy(n) oy(n) . oy(n) oy(n) _oy(n)
da,(n) "da,(n)" " day, 4 (n) by (n) "aby(n) " dby_y(n)

], ill. ezen beliil:
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oy(n) _ _ N-1 oy(n—i) oy(n) o va 9(n—i)
2a, () =x(n k)+Zi:1 b, (n) ca, () ) ob, (n) y(n k)+Zi:1 b'(n)—abk(n) ) (133)

A (133) Osszefiiggések alapjan jol lathatd az implicit fliggés mibenléte: Az IIR szlir6k
végtelen memoridja miatt az aktudlis ,,paraméter-érzékenységre” valamennyi korabbi
bemendjel-minta kihat. Ha elegendden kis 1épéskdzzel dolgozunk az iteraciok soran (azaz
Kicsi a u batorsagi tényez6), akkor alkalmazhato a kovetkezd kozelités:

y(n-i) _ oy(n—i) " y(n—i) _ oy(n-i) (134)
da,(n) da(n—i)  ob(n) b (n—i)

A (134) kozelités azért eldnyos, mert a kozelitdé gradiens szlirOszerlien szamithat6: a szlirok
¥ )
da(n)'  ab,(n)
annyi szr6é kell, ahany beallitandd paraméter. A szlirék blokkvazlata a 28. abran lathato.
Az igy megvalositott eljaras Recursive Prediction Error (RPE) néven talalhatdé az
irodalomban. Az elnevezés arra utal, hogy az n+1 indexd, ,,josolt” paraméter szdmitasanal
a korrekcios tagot rekurziv sziirdvel szamitjuk. A mddszer nyilvanvald hatranya, hogy
annyi egyforma sztir6 kell, ahany paramétert allitunk. Egy tovabbi kozelitést alkalmazo
egyszerlsitést a 29. abran lathatunk. Ez az egyszertsitett RPE eljaras.

bemendjele x(n—k), ill. y(n—k), kimendjele pedig , €s 0sszesen

2. Még inkabb kozelitd gradiens eljarasok allithatok eld ugy, hogy (133) ,,visszacsatolt”
tagjait elhagyjuk, ezzel lényegében visszajutunk a pszeudolinearis regresszid (PLR)
eljarashoz. Formailag ebben az esetben is tipikusan az LMS, ill. az LMS/Newton eljarast
alkalmazzuk.

3. A kimeneti hibara alapozott adaptiv IIR eljarasok esetén a paraméter-sik felett
értelmezhetd hibafeliilet nem paraboloid, és nem feltétleniil egyetlen minimumhellyel
rendelkezik. Ilyenkor a gradiens modszerek konnyen juttatnak lokdlis minimumba. A
hibafeliiletet egyetlen minimumhelytivé transzformalhatjuk egy masfajta hibadefinicidval:

Sziirt-hiba eljaras (Filtered-error (FE) Algorithm):

e(n) = ¢, (n) =[1+C(n, 2)]e(n) , ahol C(n,z)-t Gy vélasztjuk, hogy az =2 4wviteli

1+ B,(2)

fliggvény szigortian pozitiv valos részii (Strictly Positive Real: SPR), mert akkor a globalis
konvergencia biztosithatd. B, (z) az idedlis W *-hoz tartozo B(n,z).
Megjegyzés: Az SPR tulajdonsag mibenlétét jol illusztralja példaul egy soros RC tag
impedancidjanak fiiggvénye: Z(jw)=R+1/ joC . Ebbdl jol lathatod, hogy pozitiv a valds
rész, aminek kovetkezménye zart aramkorben a kondenzatoron tarolt energia disszipacioja,
és ezzel az &ramkdr minimalis energiaallapotanak elérése, azaz a konvergencia.

Az adaptiv IIR algoritmusok altalianos formaja:

W (n+1) =W (n) + 2R (n+1) X, (n)e, (n)

(135)

ahol X (n) a “sziirt” informacios (vagy regresszios) vektor, e, (n) pedig a “sztirt” hiba vektor.
Elnevezések: Ha X, (n)=X.(n), e,;(n)=e,(n), akkor Recursive Least Square (RLS)

algoritmusrol, ha raadasul R(n+1)=1, akkor Least Mean Square (LMS) algoritmusroél
beszéliink.

Stabilitaselméleti megkozelités: Az LMS eljarason keresztiil bemutatva.
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W (n+1) =W (n)+2ze(n)X (n), V(n+1) =[1 —2X ()X (N)]V(n). Ez utébbi egy autoném
rendszer, amely globalisan aszimptotikusan stabil esetben: V (n) = 0, amivel W(n) =>W".

Ljapunov modszerével keresiink egy alkalmas energiafliggvényt: G(n)=V ' (n)V(n)

megfeleld. Azt keressiik, hogy ez miként csokkentheté: AG(n+1)=G(n+1)—-G(n)<0,
minden n-re. Ha G, véges, akkor AG —0.

AG(N+1) =V (n+1V(n+1) -V (n\V(n) =
=V (M =2X () XT (] [1 =2X ()X (M () =V (nV (n) =
=—41€° (N)(1- X" (N)X(n)).

Mivel x>0, ezért ha O<u<

(136)

m Vv k-ra, akkor
n)X(n

1£%(n) =0, illetve V' (n)X (n) —0.
Megjegyzések:

1. A O<u<

AG =0 magéival vonja

T; implicit modon azt is tartalmazza, hogy az X(n) korlatos, és
X" (n)X(n)
1/[1-B(n,z)] stabil.

2. e(nN)=(W(n)—W")" X(n) lehet azért nulla, mert a két vektor ortogonalis. Ezt nyilvan
kertilni kell.
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