Meéréselmélet: 5. eloadas, 2013.03.13.

5. Modellillesztés (folyt.)
Ut az adaptiv eljarasokhoz: (85) és (88) alapjan: W =R™'P, V(n)=2(RW(n)-P). Ez

* 1
utobbi mindkét oldalat megszorozva az %R‘l matrixszal: W =W (n) — 5 R'V(n)| (92)

Feltételezve, hogy nincs tokéletes ismeretiink az R matrixrol, és ebbdl adéddan a gradiensrol,

(92) atirhat6 egy iterativ formara: W (n+1) =W (n) — % R™V(n), illetve a 0< u <1 ,batorsagi”

tényez0 bevezetésével, visszairva a ,,tokéletes” R matrixot és gradienst

W(n+1) =W (n)— RV(n)! . (93)

Megjegyzések:

1.

Ha pontosan ismerjiik az R matrixot és gradienst, akkor u = 3 egylépéses konvergenciat

biztosit tetszleges W(n) kezdépontbol.
Mivel V(n)=2RW(n)-W], ezért ezt a (93) Osszefliggésbe behelyettesitve, és az

egyenlet mindkét oldaldbol levonva W™ értékét:
W(n+1)-W" =1-2)W(N)-W")=V(n+1)=1-2.)""*V(0), vagyis a kezdeti hiba

exponencialis jelleggel csokken, ha ,u;t%. Ha O0< ux<0.5, akkor monoton csokkend

hibaval, ellenkezd esetben pedig monoton csokkend amplitidoju, de lengd jelleghh hibaval
kozelitjiik meg.

A modell-illesztés gradiens modszereit a szerint kiilonboztetjiik meg, hogy a (93) szerinti
Osszefiiggés alkalmazasahoz milyen eldzetes ismeretek allnak rendelkezésiinkre.

Az adaptiv lineéaris kombinator mitkkddését leird egyenletek, amennyiben az R és a P matrixok
ismertek:

W(n+1)=W(n)—R*V(n)|ill. V (n+1) = (1-2u)V (n)]. (94)

Megjegyzések:

1. A tovabbiakban sorra keriild vizsgalatok azt tarjak fel, hogy milyen lehetéségeink vannak

akkor, ha az R és P matrixokra vonatkoz6d el6zetes (a priori) ismereteink részlegesek,
esetleg teljes mértékben hianyoznak, legfeljebb a folyamatban 1évé mérésekre alapozhatok.
Ez a gondolat végig jelen van a tovabbiakban, a megértéshez fontos, hogy ezt ne hagyjuk
figyelmen kiviil.

Figyeljik meg, hogy az R matrix ,,globalis” informaciét hordoz a hibafeliiletrél, a V(n)

gradiens pedig az adott W(n) paraméterérték esetén a hibafeliilet ,,lokalis” jellemzése.

Ezen lokalis ismeret alapjan ,.ereszkediink” a hibafeliileten az Gn. gradiens eljarasok
alkalmazédsa esetén annak érdekében, hogy minél kozelebb keriiljiink az optimumot
(legkisebb négyzetes hibat) eredményezd paraméter beallitashoz.

Az R matrix vizsgalata: A hibafeliilet az R matrixtol fiigg. El6ljaroban azt mutatjuk be, hogy
milyen feltételek esetén lehetséges az optimum-keresést ugy megvalositani, ahogyan egy
impedancia-méré hid esetében is szeretnénk: egyenként valtoztatjuk a valtoztathato
paramétereket, mégpedig tigy, hogy mindig megkeressiik a lokalis minimumot, és ekdzben a
hiba egyetlen 1épés soran sem nd. Ehhez egy olyan koordinatarendszerben torténd keresés
tartozik, amelynek tengelyei a paraboloid formaju hibafeliilet fétengelyeinek iranyaba
mutatnak. Ezt a koordinatarendszert az R matrix sajatvektorai jelolik ki.



Meéréselmélet: 5. eloadas, 2013.03.13.

£(N) = &pin + W () ~W")' RW (n) -W") =&, +V ' (N)RV (n) (95)

Fontos szerepet jatszik tehat az R sajatérték/sajatvektor rendszere. Példaként a (90) szerinti
esetben vizsgélodva:

05 050052
R= 9 N1 A det[/il — R] =0 egyenlet gyokei adjak a sajatértékeket:
V4
0.5COSW 0.5

2or

(1-0.5)? —0.250032%:/12 —A+0.25sin W=O (96)
A két gyok:

Ao =0.5+O.5cos%[, ill. A =O.5—0.5cos%Z (97)

A sajatvektorok az RQ, = 1,Q,, RQ, = 4,Q, egyenletekbdl szarmaztathatok.

0.5 0.5003% Uog 272 [os
o { } =(0.5+ COSW){ } = Uoo = Yoa (98)
0.5c0s°~ 0.5 o1 01
L N J
0.5 0.5C0$2W7r [ 27 [t
o } =(0.5- COSW){ } = Oio =011 (99)
0.5cos— 0.5 G} 11
V2 V2
A sajatvektorokat egységre normalva: —| 2 , = 2 , lasd 25. abra. 100
j gysegr Qo ﬁ Q Q (100)
2 2

A példa szerinti sajatvektorok tehat egymasra merdleges, a koordinata rendszer tengelyeivel
45 fokos szoget bezard vektorok. Ezek adjak meg azokat az ereszkedési irdnyokat, amelyek
mentén torténd mozgas egyetlen paraméter valtoztatasaval lehetséges.

Altaldban  det(R-A1)=0 = A, A4,..A4, (R-41)Q,=0, n=0L..,N-1. A
sajatvektorokat matrixba rendezve:

F{QO Q QNl]_!QO Q - QNl}diag<ﬂ“O Ao ﬂN—1> (101)
Q Q

A

RQ=0QA, ill.

R=QAQ™"| (102)
ami R n. normal formaja. Mivel az R definicié szerint szimmetrikus matrix, ezért R=R" .
Fontos tulajdonsdg, hogy ilyenkor a sajatvektorok ortogonalisak: Q! Q;=0, ha Vi#j,
egyébként Q'Q =c, Vi. Ha Q'Q =1 Vi-re, akkor a sajatvektorok ortonormaltak, és
Q'Q=1,azaz Q"' =Q". Az ortogonalitas bizonyitasa: A definicié alapjan Q' R" = AQ/ , ill.
RQ; =4,Q;. Az els egyenlet mindkét oldalat jobbrol szorozva Q; -vel, a masodik egyenlet
mindkét oldalat balrol szorozva Q[ -vel: Q' RTQJ- =ﬂ,|QiTQj, il. Qf RQ; =leiTQj. Mivel
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R=R", ezért az egyenletek baloldala egyenld, ezaltal 4Q'Q;=4,Q'Q,. Mivel 4 = 4,,
ezért az egyenldség csak akkor 4llhat fenn, ha Q' Q ;=0.

Megjegyzések:
1. Mivel V'RV pozitiv definit, ezért a sajatértékek nem negativak.
2. Az R korrelacids matrix sajatvektorai a hibafeliilet fétengelyeit jelolik ki.

g(n) = Emin + (\N (n) _W*)T R(\N (n) _W*) = €min +VT (n) RV(n) = €min +VT (n)QAQTV (n) =

VT (n) vT(n)
— 2. +[QVO] A[QTV() =V T (MAV (n). (103)
Ezzel V(n)=2AV' () =2[4v, AV, - Ay Vil - (104)

A viszonyokat a 26. abra illusztralja: a sajatvektorok matrixaval transzformalt paraméter-hiba
vektorok koordinatai a paraboloid fGétengelyei mentén értelmezheték. Az optimalizalas
egyvaltozos optimalizalasok sorozataként is végrehajthato. Ezt mutatja be a kovetkez6 példa,
amelyben az optimum megkozelitését a gradiens mentén torténd ereszkedéssel oldjuk meg:

Példa:
Egyvaltozos eset: w(n+1) =w(n) + ¢(=V(n)), V(n) =2A(w(n) —w*), amivel

w(n+1) —w* = (L—2uA)(w(n) —w*), ill. V(n+1)=rV(n)=r""V(0). Ahhoz, hogy az eljaras
konvergaljon |r| :|1— Zyﬂl <1 sziikséges. Ebbdl:

O<,u<% (105)

Ha O<u< i, akkor tulcsillapitott, ha x = 1 , akkor kritikusan csillapitott, ha 1 <pu< 1 ,
24 21 21 A

akkor alulcsillapitott az iteracios eljaras.

Megjegyzés: Vegyiik észre, hogy az egyvaltozos esetben R =4, tehat a (94) 0sszefiiggés elso
eleme W(n+1) =W (n) —24(W (n)—W") alaki, amelynek mindkét oldalabol levonva W ™ -ot a
(94) 0sszefiiggés masodik elemét kapjuk.

Tébbvaltozés eset: V' (n+1) = (I —24A)"'V (n). Ahhoz, hogy az eljaras konvergaljon

0< y<% (106)

max

szilkséges. Vegyiik észre, hogy ilyenkor N egyvaltozds esettel van dolgunk, ahol a
legmeredekebb ereszkedés azon tengely mentén torténik, amelyikhez a legnagyobb sajatérték

N-1
tartozik. Ha a sajatértékek nem ismertek, akkor a 4, < Zli =tr[A] =tr[R] alapjan

i=1

1
<u< ﬁ (107)

valasztassal élhetiink.

Megjegyzés: Ha ismernénk A -t, azaz lenne ,,globalis” informacionk a hibafeliiletrél akkor
. 1 _ . .
nyilvanvaloan a skalar u helyett p= EA ' matrixot alkalmaznank, hiszen ezzel egylépéses

konvergenciat tudnank biztositani. Ehelyett a ,,lokélis” informaciora, a gradiensre alapozva,
annak iranyaban igyeksziink a hibafeliilet minimumat elérni.
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Iterativ modellillesztési médszerek: Az alabbiakban néhany klasszikus széls6érték keresési
eljarast foglalunk 0Ossze, amelyeket négyzetes kritériumok, és paramétereiben linearis
modellek esetén négyzetes hibafeliiletek esetén eldszeretettel alkalmazunk. Ezek tekinthetd
tanulo eljarasoknak is, mert minden Iépésben ,,informalodnak™ az aktualis viszonyokrol,
esetiinkben a hibafeliilet gradiensérdl, és annak fiiggvényében 1épnek tovabb. Természetesen
alkalmazhatunk masfajta modszereket is, ahol példaul a W(n) értékeket véletlen médon vagy
mas stratégiaval valasztjuk ki, és ezt kovetden vizsgaljuk a hibat. Ha a korabbinal kisebb hibat
kapunk, akkor a kivalasztott érték lesz az 1) javaslat, ellenkezd esetben elvetjlik azt (Monte-
Carlo modszerek, genetikus algoritmusok). Az ilyen moddszerek azonban inkabb akkor
meriilnek fel, ha (1) nem négyzetes hibakritériumot haszndlunk, ill. ha (2) a modelliink
paramétereiben nem linedris. Ezekben a helyzetekben ugyanis a hibafeliilet nem paraboloid,
lokalis minimumai lehetnek, amelyek esetén a ,,lokéalis” informéciora épitd gradiens eljardsok
konnyen leédllhatnak a lokéalis minimumok valamelyikében.

Iterativ modellillesztés Newton modszerrel:

Erre a Wiener-Hopf egyenletbdl kiindulva jutunk, a korabbiakban megismertiik, itt csak a
felsorolas teljessége érdekében szerepel. Feltételezziik, hogy ismerjilk az R és a P matrixot.
Ebbdl adoddan a modszer inkdbb csak elvi jelentdségli, mert a gyakorlatban nem elvarhato
eldzetes ismereteket tételez fel. Mégis ki kell emelni, mert irdnyt mutat a kozelitd eljarasok
megtervezéséhez. Rendre két osszefliggést adunk meg. Az els6 a paraméter vektort adja meg
kovetkezd iteracids lépésben, mig a mdasodik a paraméter-hiba alakulasat a kiindulasi
paraméter-hibabol.

W(n+1)=W(n)—R'V(n), (108)
V(n+1) = (1—24)"V(0). (109)

Jol lathatd, hogy u=0.5 esetén egylépéses a konvergencia.

Iterativ modellillesztés a legmeredekebb lejté modszerével:
Ez mar egy praktikus modszer, amelyik nem feltételezi az R és a P matrixok ismeretét, de azt
igen, hogy a gradienst ,,lokalis” informaciok alapjan meg tudjuk hatarozni:

v(n= 260 As) _ o) (110)
oW (n) AW(n)
Ez praktikusan azt igényli, hogy az n-edik iterdcios 1épéshez elvégziink egy olyan mérési
sorozatot, hogy W(n) kis megvaltozasa kiilonbozé bemendjel-értékek mellett £(n) mekkora
megvaltozasat eredményezi, majd ezeket a megvaltozdsokat atlagoljuk (amivel kozelitjiik a
varhato-érték képzést), és ezzel V(n) egy (reményeink szerint igen jo) becslését kapjuk.

W (n+1) =W (n) — zV(n) (111)
V' (n+1)=(1 -2uA)"V (0) (112)

Megjegyzések:

1. A gradiens mentén torténd ereszkedés eredményét a fOtengely irdnyl koordinata-
rendszereben ,,latvanyosabban” tudjuk érzékeltetni.

2. A gradiens mentén torténd ereszkedés eredménye természetesen nem fiigg attol, hogy
milyen vonatkoztatasi (koordinata) rendszert alkalmazunk.

Iterativ modellillesztés a pillanatnyi derivaltra alapozva (az in. LMS moédszer):

(LMS: Least-Mean-Square). A hiba pillanatértékébdl indulunk ki:

e(n)=[y(n) = X" (MW )] [y(n)— X" ()W (n)] =€’ (n)e(n). Ennek derivalasaval becsiiljiik a
gradienst:
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- 0e(n)

V(n) W) =2X(n)y(n)+2X(n)X " (nNW(n) =-2X(n)e(n) (113)

Amivel

W (n+1) =W (n) + 22X (n)e(n)| (114)

Ez egy nagyon széles korben hasznalt Osszefiiggés, kiilondsen nagyobb méretii paraméter-
vektorok esetén. A u batorsagi tényez6 azonban nagy koriiltekintéssel, és tipikusan kis

értékre valasztando, hiszen a (113) szerinti gradiens igencsak kozelit6: az aktualis y(n), X (n)
fliggvénye, mikdzben a tényleges gradiens (113) varhat6 értéke. A kis batorsagi tényezdvel
egyiitt jar a sok (,,aprd”) iteracios 1épés, ami lehet6séget ad sok {y(n), X(n)} érték
,megismerésére”, €s ezzel az elmaradt varhato érték képzés , kivaltasara”.

Megjegyzések:

1. A neuralis halozatok térhoditasanak kezdetén az LMS eljarast nagyon széles korben

hasznaltdk a méretes adaptiv linearis kombinatorokat hasznal6 halézatok tanitasara.
2. Altalanos tapasztalat, hogy ha eléggé kis p értékkel dolgozunk, akkor elég jol

megkdzelithetjik az optimalis paraméter-vektort, nagyobb u esetén a megmaradd

paraméter-hiba nagyobb lesz. Ennek az az oka, hogy ilyenkor a paraboloid legals6é pontja
kornyezetében ide-oda ugralunk a pillanatnyi derivalt szerint, és a nem eléggé kis 4 miatt

képtelenek vagyunk még lejjebb ereszkedni. Mindenképpen célszerli tehat a minimum
kornyezetében a u érték tovabbi csokkentése.

A paraméter-hiba kifejezését a (114) 0Osszefliggésbdl ugy szarmaztatjuk, hogy mindkét
oldalabol levonjuk W -ot, ill. y(n)=XT(NW" feltételezéssel/kdzelitéssel éliink. Ez
utobbival azt feltételezziik, hogy a modellillesztés ,.,tokéletesen sikeriilt.

W(N+1)-W" =W (n)-W" + 22X (M[X ("MW = XT(nW(n)]=

=[1=2X ()X T (MW (n) -W~]

amibdl:

V(n+1) =[ﬁ(| = 24X ()X () (0) (115)

A (115) sszefliggés arra mutat ra, hogy a paraméter-hiba csokkenéséhez hogyan jarul hozza
a u batorsagi tényezo és az X(n) un. regresszios vektor. Nyilvanvaldéan a matrix szorzatnak

kontraktivnak, azaz a paraméter-hiba vektor hosszat csokkentd hatdsunak kell lennie.
Célszert, ha ez a hatds minden 1épésben érvényesiil.

Iterativ modell-illesztés o -LMS mddszerrel:
A (114) 6sszefiiggésben célszerii lehet az X(n) regresszids vektor normalasa, hiszen e nélkiil a
paraméter vektor korrekcidja nagymértékben fligg a ,,jelszinttol”. (114), ill. (115) megfeleldje:

(04
W (n +1) =W (n) + m X (n)e(n) (116)
V(n+1) =[f[(l —mxmxw»w(m (117)

Iterativ modell-illesztés LMS-Newton modszerrel:
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A (114) oOsszefiiggésben az X(n) regresszios vektor normalasa elvileg az R matrixszal is
lehetséges. Ha tehat abban a kiilonds helyzetben lennénk, hogy ismerjiik az R matrixot, és a
gradienst pedig pillanatnyi értékével becsiiljiik, akkor

W (n+1) =W (n) + 2R X (n)e(n) (118)
V(n+1) =[l_£[(| —24R7IX ()X i)V (0) (119)

Ennek a gondolatnak akkor van gyakorlati jelentdsége, ha az R matrixot a megfigyeléseinkbdl
iterativ uton ugyancsak eldallitjuk.

Iterativ modell-illesztés LMS-Newton modszerrel, R iterativ becslésével:
W(n+1) =W (n) + 2R (n+1) X (n)e(n) (120)

ahol R(n+1)=AR(N)+¥X(N)X"(n), 0<A<1, 0<v<l, A=1-v, (1=0.9..0.99). R(n+1)

inverz€t az iterativ szamitdst nagymértékben konnyitd, Un. matrix inverziés lemma
felhasznalasaval irtuk fel.

_REMX (X" (MR™(n)
AixT (MR*(N)X (n)
1%

RY(n+1) = % R(n) (121)

Megjegyzések:

1. A matrix inverziés lemma: [A+BC]'=A"—A'B[l + CA'B] 'A™. Figyeljiik meg, hogy
amennyiben, mint esetiinkben, BC diad, akkor a jobboldali zardjeles inverz skalar érték
lesz. Most A= AR(n), BC =X (n)X"(n).

2. Az iteraciot célszerien R(0) =&l értékkel inditjuk, ahol 0< & <<1.




